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Resumen

En un trabajo previo se presentó un método para detectar apnea del
sueño usando señales habituales en dispositivos vestibles (weara-
bles): la saturación periférica de oxı́geno (SpO2) y la fotopletismo-
grafı́a de pulso (PPG). Sin embargo, dichas señales se obtuvieron
con un pulsioxı́metro convencional de dedo. Este artı́culo describe
un estudio piloto que aplica la misma metodologı́a a señales ad-
quiridas por un wearable de muñeca en un entorno domiciliario
no supervisado (n = 20). Se aplicó un clasificador para diferen-
ciar segmentos de respiración normal y anómala. Posteriormente,
se calculó el Índice de Variación Cı́clica de la Frecuencia Car-
diaca (CVHRI) dentro de los segmentos con respiración anómala.
El clasificador alcanzó una exactitud del 62.0 % con los datos del
wearable y el CVHRI tuvo una correlación media-alta con el AHI
(r = 0, 66, p < 0, 001), lo que sugiere que su potencial para la
estratificación de pacientes sigue siendo viable.

1. Introducción

El sı́ndrome de apnea-hipopnea del sueño (SAHS) se carac-
teriza por episodios recurrentes de interrupción de la respira-
ción o de reducción significativa del flujo aéreo, con posibles
consecuencias graves para la salud. Aunque el tratamiento
adecuado mitiga estos efectos y su impacto socioeconómico,
el SAHS sigue infradiagnosticado, en parte por las limitacio-
nes de la polisomnografı́a, el estándar de referencia [1]. La
falta de diagnóstico se asocia a mayor riesgo de hipertensión,
enfermedad cardiovascular, ictus, somnolencia diurna, acci-
dentes de tráfico y menor calidad de vida [2].

Los dispositivos wearables ofrecen una vı́a prometedora para
el cribado accesible en el hogar. En un trabajo previo usan-
do sensores no vestibles, mostramos un método basado en
SpO2 y en intervalos pulso-a-pulso (PPI) derivados de PPG
para clasificar segmentos en respiración normal y anómala
[3]. El PPI de los segmentos anómalos se usó para calcu-
lar el CVHRI, ı́ndice introducido en ese estudio, que mide
la frecuencia del patrón bradicardia-taquicardia. Este patrón
es tı́pico cuando ocurren eventos apneicos de forma repetida.
El ı́ndice propuesto tuvo una correlación fuerte (r = 0,94,
p < 0,001) con el Índice de Apnea-Hipopnea (AHI).

En el presente trabajo, evaluamos la traslación de aquel méto-

do a un escenario real con datos de un wearable de muñeca
operado por pacientes y controles sin supervisión en sus do-
micilios. Para mantener la consistencia de las covariables,
se ha preservado la metodologı́a original, incluyendo el eti-
quetado de eventos y conversión a etiquetas por segmentos,
sustituyendo únicamente el dispositivo con el que se obtie-
nen las señales. Como clasificador, se ha utilizado el modelo
entrenado durante el trabajo anterior, que toma como entra-
das los parámetros de Hjorth de las señales PPI y SpO2 [4].
El modelo no se reentrenó con las nuevas señales. De la mis-
ma forma, el CVHRI se ha calculado a partir de la PPI del
wearable en los segmentos con respiración anómala.

2. Métodos

2.1. Experimento

Se analizaron 20 participantes (edad 47 ± 15 años; 12 hom-
bres) de un estudio mayor en curso, aprobado por el comité
de ética de Aragón (CEICA, PI23/336): 10 sospechosos de
SAHS y 10 controles. Las grabaciones se realizaron sin su-
pervisión, durante una noche, en sus respectivos domicilios,
activando los equipos al acostarse y desactivándolos al des-
pertar.

Se emplearon:

Polı́grafo ApneaLink Air (ResMed Inc., USA). Este dis-
positivo obtuvo la SpO2 muestreada a 1 Hz (denotada
xSpO2

[n] en este artı́culo) y la presión nasal a 100 Hz,
ambas usadas como referencia.

Maxim MAXREFDES103 (Analog Devices Inc.,
USA). Se trata de un wearable de muñeca capaz de gra-
bar PPG con canales rojo, verde e infrarrojo, muestrea-
dos a 256 Hz (denotadas xr

PPG[n], x
g
PPG[n] y xir

PPG[n],
respectivamente).

Las señales de referencia del ApneaLink se usaron exclusiva-
mente para etiquetar eventos apneicos e hipopneicos confor-
me a las reglas de la American Academy of Sleep Medicine
(AASM) [5] mediante un algoritmo automático descrito en
[3]. Esas anotaciones de eventos se agruparon por segmentos
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para alimentar el clasificador, y se compararon con la salida
del clasificador cuando las señales de entrada provenı́an del
wearable. Además, la referencia sirvió para calcular el AHI,
que se comparó con el CVHRI. El cálculo del AHI fue reali-
zado por profesionales médicos cualificados.

2.2. Estimación de SpO2

A partir de la PPG del wearable se estimaron PPI y SpO2,
denotados dPPI[n] y dSpO2

[n]. La dPPI[n] se extrajo del canal
verde de la PPG, xg

PPG[n], identificando los puntos de máxi-
ma pendiente ascendente, siguiendo el algoritmo descrito en
[6].

Para la estimación de dSpO2
[n], se calculó el cociente dR[n]

a partir de las componentes de continua (DC) y alterna (AC)
de xr

PPG[n] (dr
AC y dr

DC) y xir
PPG[n] (dir

AC y dir
DC):

dR[n] =

dr
AC[n]

dr
DC[n]

dir
AC[n]

dir
DC[n]

+ ϵ
. (1)

Se añade ϵ = 0,01 al denominador porque la amplitud puede
tomar valores cercanos a cero temporalmente por movimien-
tos que llevan a posicionamientos subóptimos del sensor.

Las componentes AC se obtienen como la diferencia entre
las envolventes superior e inferior de cada canal xr

PPG[n] y
xi

PPGr[n] (ver Figura 1). La envolvente superior fue calcula-
da por interpolación de los puntos de máxima amplitud de
cada pulso, mientras que la envolvente inferior fue calcula-
da por interpolación de los inicios de pulso, definidos en [6],
ambas a una frecuencia de muestreo de 256 Hz. La DC es la
envolvente inferior.

Para depurar errores se aplicó un umbral al cuadrado de la
derivada de dR[n]. Este umbral se ajustó de forma empı́rica
a 10−8, eliminando valores atı́picos causados principalmente
por errores en la estimación de las envolventes. A continua-
ción, se aplicó un segundo umbral para dR[n] > 4. Después,
dR[n] se filtró paso-bajo a 0,1 Hz para eliminar variaciones
rápidas debidas al ruido.

Según la documentación del wearable, la saturación se de-
berı́a calcular como:

dSpO2
[n] = −16,6(dR[n])

2 + 8,3(dR[n]) + 100. (2)

No obstante, esta fórmula no dio buenos resultados con nues-
tros datos. En su lugar se realizó una calibración especı́fica
por sujeto, transformando linealmente dR[n] para igualar me-
dia y desviación tı́pica de xSpO2

[n]. Finalmente, se remues-
treó a 25 Hz según recomendaciones de la AASM [5] y se
redondeó al entero más cercano (ver Figura 2).

2.3. Clasificación de segmentos y CVHRI

Con dPPI[n] y dSpO2
[n] del wearable se identificaron seg-

mentos de respiración normal y respiración anómala. Las
señales se dividieron en segmentos de 180 s con solape
de 150 s. De cada segmento se extrajeron los parámetros

de Hjorth (Actividad, Movilidad y Complejidad) tanto de
dPPI[n] como de dSpO2

[n] (6 rasgos por segmento), alimen-
tando un clasificador previamente entrenado con señales no
wearables [3]. Dado que aquı́ dSpO2

[n] es estimada a partir
de la PPG del wearable, el clasificador se evaluó dos veces:
(i) usando la estimación dSpO2

[n] y (ii) usando xSpO2
[n] del

dispositivo de referencia. Esta doble estimación nos permitió
cuantificar el impacto de la estimación de dSpO2

[n].

Luego se calculó el CVHRI a partir de dPPI[n] solo en los
segmentos clasificados como respiración anómala, donde se
espera el patrón taquicardia-bradicardia. El CVHRI se define
como la suma de las frecuencias de los picos espectrales de
cada segmento, dividida por el número total de segmentos
analizados. Esto resulta en un parámetro por sesión para cada
paciente, análogo al AHI.

3. Resultados

El etiquetado con señales de referencia produjo 6578 seg-
mentos de respiración normal (88.4 %) y 859 de respiración
anómala (11.6 %). El AHI medio fue de 10.4 eventos/hora,
con una desviación estándar de 13.2 eventos/hora. La distri-
bución de los sujetos fue la siguiente: 8 sujetos con AHI < 5
(40 %), 7 sujetos con 5 ≤ AHI < 15 (35 %) y 5 sujetos con
AHI ≥ 15 (25 %).

Los resultados de clasificación se resumen en la Tabla 1. Las
columnas Acc, Pn, Rn, F1n, Pab, Rab y F1ab son, respec-
tivamente: exactitud balanceada, precisión de la clase res-
piración normal, recall de la clase respiración normal, F1-
score de la clase respiración normal, precisión de la clase
respiración anómala, recall de la clase respiración anómala
y F1-score de la clase respiración anómala. Para evaluar el
impacto de la estimación de dSpO2

[n], se obtuvieron resulta-
dos de la clasificación tanto con la señal estimada del weara-
ble, dSpO2

[n], como con la señal del dispositivo de referencia
xSpO2

[n].

El CVHRI correlacionó con el AHI con un coeficiente de
correlación de Pearson de r = 0,66 (p < 0,001). La Figu-
ra 3 presenta un diagrama de dispersión del AHI contra el
CVHRI. También se recalculó el CVHRI a partir de la clasi-
ficación de segmentos con la señal de referencia, obteniendo
r = 0,77 (p < 0,001) (ver Figura 4).

Tabla 1: Resultados de clasificación de segmentos (%).

SpO2 Acc Pn Rn F1n Pab Rab F1ab

dSpO2
[n] 62.0 91.3 84.1 0.88 25.1 39.9 0.31

xSpO2
[n] 73.9 94.4 88.0 0.91 39.4 59.8 0.48

4. Discusión

Los resultados con señales del wearable muestran degrada-
ción frente a los obtenidos con el sistema de polisomnografı́a
en [3], algo esperable por: (i) una PPG más ruidosa y con
artefactos; (ii) la estimación de dSpO2

[n] a partir de dicha
señal; y (iii) el uso de un modelo preentrenado en otro tipo de
señales. La menor robustez de PPG se asocia al registro do-
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Figura 1: Envolventes superior (azul) e inferior (verde) de la PPG (negro). Los triángulos azules represantan amplitudes máximas
de pulso, mientras que los triángulos verdes representan puntos basales de pulso.
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Figura 2: Estimación de SpO2 desde el dispositivo Maxim. Referencia en verde, estimación en negro.

r = 0.66 (p < 0.001)
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Figura 3: AHI vs CVHRI con dSpO2
[n] estimada del wea-

rable. Lı́neas verticales separan AHI < 5, 5≤AHI < 15 y
AHI ≥ 15.

miciliario no supervisado. Con más datos, el modelo podrı́a
reentrenarse para estas señales, dejando margen de mejora.

La estimación de dSpO2
[n] no se hizo con la fórmula del

fabricante, sino con calibración por sujeto, con buenos re-
sultados cualitativos, si bien debe evaluarse y optimizarse
cuantitativamente. Aunque no ideal, la calibración previa por
usuario es común en otras medidas (p. ej., tensión arterial).

r = 0.77 (p < 0.001)
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Figura 4: AHI vs CVHRI usando xSpO2
[n] de referen-

cia. Lı́neas verticales separan AHI < 5, 5≤AHI < 15 y
AHI ≥ 15.

Sin embargo, la aproximación llevada a cabo en este estudio
puede mejorarse, potencialmente habilitando una mejora en
los resultados de clasificación, como evidencian los resulta-
dos usando la señal de referencia xSpO2

[n]. Alternativamente,
podrı́a reentrenarse el clasificador usando los parámetros de
Hjorth de dR[n] en lugar de dSpO2

[n]: al ser operaciones de
normalización y escalado, las métricas (varianza, frecuencia
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central y ancho de banda) deberı́an conservar proporcionali-
dad.

El modelo de clasificación deberı́a ser reentrenado con las
nuevas señales cuando haya más datos disponibles. Las di-
ferencias entre las señales dSpO2

[n] y xSpO2
[n] sugieren que

una mejora en la clasificación es esperable.

También deberı́a aumentarse el tamaño muestral, especial-
mente el subgrupo con AHI ≥ 15, ya que aquı́ solo hubo 5
casos, lo que limita el análisis y nos impide hacer un estudio
de estratificación entre sujetos con o sin SAHS, como sı́ se
hizo en [3]. Además, el desbalance de clases es evidente, co-
mo cabı́a esperar (11.6 % de la clase respiración anómala).
Sumado al pequeño tamaño muestral, deja únicamente 859
segmentos de la clase objetivo. Las métricas de evaluación
del clasificador elegidas, como la exactitud balanceada, tra-
tan de tener esto en cuenta, pero la cantidad de datos limita
la potencia del estudio.

Aun ası́, los resultados son prometedores. La caı́da de la co-
rrelación AHI-CVHRI (de r = 0,94 en [3] a r = 0,66) se
debe sobre todo a la bajada de exactitud del clasificador (de
86.3 % en [3] a 62.0 %). Aquı́ debemos hacer la advertencia
de que en el anterior estudio no se reportó la exactitud balan-
ceada, sino que se hizo un submuestreo de la clase mayorita-
ria en el test, por lo que cabe esperar que las diferencias en
realidad sean menores. La razón del cambio de métrica utili-
zada es que la exactitud balanceada es un mejor indicador de
cómo se comporta el clasificador en un caso real. Pese a ello,
la correlación AHI–CVHRI sigue siendo media-alta, lo que
sugiere que el CVHRI es robusto frente a errores del clasi-
ficador. Además, al usar xSpO2

[n] de referencia, la exactitud
asciende a 73.9 % y la correlación a r = 0,77. Aunque estos
valores no son tan altos como los de [3], supera la exactitud
obtenida únicamente con señales de wearables. Esto es cohe-
rente con [3], donde los parámetros de Hjorth de xSpO2

[n]
fueron los predictores principales.

5. Conclusiones

El método de [3] puede aplicarse a wearables usados en
casa y sin supervisión, con buen rendimiento: el clasifica-
dor logra 62.0 % de exactitud balanceada y la correlación
AHI–CVHRI es de r = 0,66 (p < 0,001), lo que sugie-
re que la estratificación entre sujetos con y sin SAHS sigue
siendo factible. sin embargo, es necesario ampliar la mues-
tra, sobre todo para el grupo con AHI ≥ 15, para realizar un
estudio más exhaustivo. Además, se deberán poner esfuer-
zos en mejorar la estimación de dSpO2

[n] a partir de dR[n] o
usar directamente dR[n] como entrada del clasificador. Junto
con el reentrenamiento del modelo para las nuevas señales,
se esperan mejoras adicionales.
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