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Resumen 

La estratificación del riesgo de infarto de miocardio (IM) es 

fundamental para la intervención temprana y la prevención. Los 

modelos de redes neuronales profundas que toman como entrada 

el ECG se han mostrado prometedores a la hora de predecir 

eventos cardiovasculares. Sin embargo, estos métodos siguen 

limitados a periodos de seguimiento relativamente cortos y 

pueden no ser aplicables a una población general. Planteamos la 

hipótesis de que el rendimiento de estos modelos mejorará si los 

datos de entrada se presentan en un formato estructurado, lo que 

permitirá al modelo extraer características más relevantes de la 

misma señal de ECG. Diseñamos y comparamos el rendimiento 

de dos redes neuronales convolucionales, diseñadas para la 

predicción de IM en ocho periodos de seguimiento, de uno a doce 

años. El primer modelo se diseñó para tomar 3 segundos de un 

ECG de 1 derivación como entrada (1D), mientras que el 

segundo utiliza una representación matricial (2D) del mismo 

ECG de 1 derivación. Entrenamos ambos modelos utilizando 

97 382 ECG de 1 derivación tomados de UKBiobank, utilizando 

señales de sujetos sin antecedentes previos de IM. Nuestro 

modelo 2D propuesto mostró un rendimiento ligeramente mejor, 

con un aumento medio del AUC de 0,008. Estos resultados 

sugieren que el modelo propuesto capta mejor la diferencia entre 

los sujetos con mayor riesgo de IM. Con este trabajo, buscamos 

mejorar la predicción del riesgo de IM para proporcionar a los 

profesionales sanitarios información precisa y oportuna para la 

toma de decisiones clínicas. 

1. Introducción 

Las enfermedades cardiovasculares (ECV) son la principal 

causa de muerte en el mundo, y representan alrededor del 

32% de las muertes anuales. Las cardiopatías isquémicas 

(CI), incluido el infarto de miocardio (IM), son la principal 

causa de estas muertes [1, 2]. A pesar de los avances en el 

diagnóstico y el tratamiento, predecir y prevenir estos 

eventos sigue siendo un reto importante [3]. 

Los modelos de electrocardiograma (ECG) basados en la 

inteligencia artificial (IA) han demostrado potencial para 

predecir varias enfermedades cardiovasculares [4, 5]. En 

concreto para IM, se han propuesto varios modelos para 

predecir estos eventos utilizando diferentes enfoques [6-9]. 

Por ejemplo, Gustafsson [9] propuso un modelo para la 

predicción durante la hospitalización, utilizando ECG de 8 

derivaciones, sexo y edad, obteniendo buenos resultados. 

Sin embargo, hay una falta de modelos dedicados a 

predecir las ECV en periodos de seguimiento a largo plazo. 

Además, la mayoría de los modelos se basan en 

modalidades de ECG de 12 derivaciones, lo que limita la 

aplicabilidad cuando solo se dispone de una derivación 

(como en el caso de relojes y bandas inteligentes). Un 

ejemplo de esto es el modelo propuesto por Sau [10], en el 

que desarrollaron un modelo de IA para predecir la 

mortalidad utilizando las 8 derivaciones independientes del 

ECG y luego lo adaptaron para utilizar solo una derivación.  

Nuestro objetivo es superar estas limitaciones proponiendo 

un nuevo modelo basado en redes neuronales 

convolucionales (CNN, por sus siglas en inglés) que utilice 

una representación matricial de la señal del ECG. Nuestra 

hipótesis es que con este formato de entrada la red neuronal 

podrá extraer características relevantes, como la 

variabilidad del ritmo cardíaco, que mejoren la predicción 

de ECV [11-13], gracias a la capacidad de las CNN para 

reconocer patrones espaciales complejos. 

2. Métodos y materiales 

2.1. Materiales 

Se utilizaron registros de ECG de la base de datos 

UKBiobank (aplicación 8256, el estudio fue aprobado por 

un comité de revisión institucional y todos los sujetos 

dieron su consentimiento informado). 

Se excluyó a las personas que tenían un diagnóstico previo 

de IM (definido como ingreso hospitalario con IM 

documentado, utilizando los códigos ICD9, ICD10 y 

OPCS4); si la amplitud pico a pico del ECG después del 

preprocesamiento era inferior a 0,25 mV o superior a 5 mV, 

si la duración total del registro era menor a 3 segundos o si 

no había seguimiento durante al menos un año después del 

registro del ECG. 

Utilizamos un total de 97 382 señales de ECG, después de 

aplicar los criterios de exclusión, tomadas de dos cohortes, 

dando prioridad al registro más antiguo disponible. 64 537 
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señales de ECG provienen de una prueba de esfuerzo en 

bicicleta que constaba de tres etapas: reposo (15 segundos), 

actividad (6 minutos) y recuperación (1 minuto); en este 

estudio se registraron señales de ECG con 4 electrodos, 

ubicados en las muñecas y en las fosas cubitales. De estos 

registros utilizamos la primera derivación y solamente el 

segmento de ECG durante la primera etapa, es decir, 

cuando los sujetos estaban en reposo. Las 32 845 señales 

de ECG restantes provienen de un ECG en reposo de 12 

derivaciones con duración variable, adquirido durante una 

visita a un estudio de imagenología; de esta cohorte 

tomamos la derivación I de los registros. 

El tiempo medio de seguimiento tras el registro del ECG 

fue de 9,37 ± 3,84 años. La mediana de edad en el momento 

del registro del ECG fue de 60 años (RIC: 53 - 66). Dado 

que no disponemos de información de todos los sujetos 

para los 12 años completos de seguimiento, consideramos 

cada registro hasta el tiempo de seguimiento disponible, 

después de lo cual el sujeto se considera censurado y no se 

utiliza para calcular la pérdida en el entrenamiento de la 

CNN. 

2.2. Preprocesado de ECG 

La frecuencia de muestreo para todas las señales de ECG 

fue de 500 Hz. Todas las señales se filtraron utilizando un 

filtro Butterworth de paso de banda bidireccional con 

frecuencias de corte de 0,5 y 40 Hz, y órdenes de filtro de 

3 y 10, respectivamente, para eliminar la deriva de la línea 

de base y el ruido de alta frecuencia. 

2.3. Modelo 1D ECG CNN 

El primer modelo CNN se diseñó para introducir un 

segmento de 3 segundos de la señal del ECG y generar un 

vector de 8 elementos, correspondiente a la predicción de 

IM en 8 instantes temporales (1, 2, 3, 4, 6, 8, 10 y 12 años) 

después del registro del ECG. Utilizamos una arquitectura 

de tres bloques: primero, un extractor de características, 

compuesto por seis capas convolucionales 1D; luego, una 

capa de promedio global de pooling para quedarnos con un 

solo vector de características; y, por último, un bloque de 

predicción compuesto por tres capas totalmente 

conectadas.  

Para hacer frente al desequilibrio de clases (Tabla 1), 

utilizamos un aumento de datos para representar por igual 

las tres clases en todas las particiones (caso, control y 

censurado). Para ello, para cada partición, generamos 

10 000 segmentos tomando aleatoriamente un segmento de 

3 segundos de un ECG aleatorio, asegurándonos de que un 

tercio de las muestras resultantes representaran cada clase 

al final del seguimiento de 12 años. 

 

 

 

 

 

 

Tabla 1. Balance de clases para cada periodo de 

seguimiento. 

Años Casos Controles Censurados  

1 204 (0,21%) 97 178 (99,79%) -  

2 439 (0,45%) 96 067 (98,65%) 876 (0,90%) 

3 671(0,69%) 93 036 (95,54%) 3 675 (3,77%) 

4 909 (0,93%) 82 023 (84,23%) 14 450 (14,84%) 

6 1 312 (1,35%) 69 489 (71,36%) 26 581 (27,30%) 

8 1 702 (1,75%) 62 447 (64,13%) 33 233 (34,13%) 

10 2 135 (2,19%) 54 720 (56,19%) 40 527 (41,62%) 

12 2 490 (5,56%) 51 684 (53,07%) 43 208 (44,37%) 

Para el entrenamiento de los modelos, utilizamos una 

estrategia de validación cruzada de 10 particiones, 

asegurándonos de que cada una mantuviera el equilibrio 

entre casos y controles del conjunto de datos completo, y 

reservando el 20% del total de señales para el conjunto de 

prueba, manteniendo también el equilibrio. Esta estrategia 

generó 10 modelos, uno para cada partición. La función de 

pérdida utilizada durante el entrenamiento fue diseñada 

para incluir a los sujetos solamente hasta su fecha de 

censura (fecha en la que ya no tenemos datos de 

seguimiento), esto para evitar que la falta de datos de 

seguimiento introduzca un sesgo de supervivencia. Las 

predicciones finales se obtuvieron promediando las 

predicciones generadas por los 10 modelos distintos. Todo 

el desarrollo y las pruebas de los modelos se realizaron 

utilizando el paquete PyTorch (versión 2.3.1+cu118) en 

Python (versión 3.8.10). 

 

Tabla 2. Cohorte y partición de señales ECG 

 Prueba de 

bicicleta 

ECG de 12 

derivaciones 

Total 

Entrenamiento 51 521 26 384 77 905 

Prueba 13 016 6 461 19 477 

Total 64 537 32 845 97 382 

2.4. Modelo 2D ECG CNN 

El segundo modelo se diseñó para tomar como entrada una 

matriz representativa del registro de ECG de 1 derivación 

y, al igual que el modelo CNN de ECG 1D, producir un 

vector de 8 elementos con las predicciones de IM en los 

mismos instantes temporales. De manera similar, 

utilizamos la arquitectura de tres bloques, pero 

modificando el bloque extractor de características para 

manejar la matriz utilizando capas convolucionales 2D y 

modificando la capa de promedio global de pooling para 

tomar en cuenta la dimensión extra. 

Para crear la matriz representativa, se detectaron todos los 

picos de onda R, utilizando un delineador basado en 

ondículas (wavelets), propuesto en [14]. De cada onda R 

detectada, extrajimos un segmento de 1,6 segundos, que 

abarcaba 0,35 segundos antes y 1,25 segundos después del 

pico. Estos segmentos contienen la morfología completa de 
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un latido cardíaco típico (incluidas la onda P, el complejo 

QRS y la onda T) y, dependiendo de la frecuencia cardíaca, 

una parte significativa del siguiente latido, incorporando de 

este modo información sobre la variabilidad de la 

frecuencia cardíaca. Cada uno de estos segmentos se 

convirtió en una fila de nuestra matriz, con todos los 

segmentos alineados con el pico de la onda R. Esto creó 

una representación en la que la dimensión vertical capta la 

morfología de los latidos cardíacos individuales, mientras 

que la alineación permite a la red aprender las sutiles 

variaciones en la morfología y periodo de los latidos 

consecutivos. 

Se utilizó la misma estrategia de validación cruzada de 10 

particiones que la utilizada para el modelo 1D ECG CNN, 

asegurándonos además de utilizar los mismos sujetos en 

cada partición. Para el aumento de datos se segmentaron 

las matrices generadas en trozos de 4 filas (latidos) 

consecutivos; esto para representar aproximadamente lo 

mismo que se podría capturar en un segmento de 3 

segundos, y poder así generar las mismas 10 000 señales, 

similar a lo realizado para el modelo 1D ECG CNN. En la 

figura 2 podemos ver un ejemplo de la representación 

matricial de un ECG en el que cada fila representa un latido 

y parte del siguiente. 

 

 

Figura 1. Comparación de arquitecturas de ambos 

modelos 1D ECG CNN (izquierda) y 2D ECG CNN 

(derecha) 

 

Se eligieron dos arquitecturas de modelo similares para 

garantizar que las diferencias de rendimiento se debieran al 

preprocesamiento y la transformación de la señal, y no a la 

arquitectura de la red en sí.  

 

 

Figura 2. Representación visual de la transformación 

matricial del ECG, el cuadrado rojo representa el ejemplo 

de las 4 filas utilizadas como entrada de la CNN. 

 

3. Resultados 

El rendimiento del modelo se evaluó con el área bajo la 

curva característica operativa del receptor (AUC-ROC, por 

sus siglas en inglés) de la salida de la red para cada uno de 

los tiempos de seguimiento. La evaluación se realizó 

utilizando únicamente las señales reservadas para pruebas, 

correspondiente a 19 477 señales de ECG, que no fueron 

utilizadas ni para el entrenamiento ni para la validación. 

Nuestro modelo 2D ECG CNN propuesto mostró un 

rendimiento ligeramente mejor, que se mantuvo en todos 

los tiempos de seguimiento. Nuestro modelo mostró una 

mejora en las predicciones, con un incremento del AUC-

ROC de 0,008. El AUC-ROC aumentó de una media de 

0,612 (IC del 95%: 0,589 - 0,636) a 0,620 (IC del 95%: 

0,597 - 0,643). Se encontró una diferencia significativa en 

las predicciones a 3 y 4 años (p = 1,3×10-4 y p = 8,9×10-3, 

respectivamente). 

 

 

Figura 3. Comparación de AUC-ROC para ambos 

modelos para los 8 instantes de tiempo. (los asteriscos 

indican diferencia significativa) 

 

4. Conclusiones 

En este estudio, desarrollamos, entrenamos y probamos 

dos modelos CNN distintos diseñados para la predicción 

del riesgo de IM en ocho momentos a lo largo de un 

seguimiento de 12 años. Nuestro análisis comparativo del 

rendimiento de los modelos, evaluado mediante AUC-

ROC, reveló que el modelo propuesto que utiliza 

representaciones matriciales de la señal del ECG superó de 
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manera consistente al CNN 1D en diferentes predicciones 

de tiempo de seguimiento. Estos resultados sugieren que la 

representación matricial, al capturar tanto las 

características morfológicas de los latidos cardíacos 

individuales como la dinámica temporal entre ellos, es 

capaz de discernir mejor, diferencias sutiles pero críticas 

entre los sujetos con mayor propensión a sufrir un infarto 

de miocardio en el futuro. 

Con este enfoque, nuestro objetivo es mejorar la precisión 

de la predicción del riesgo de IM y proporcionar a los 

médicos información más fiable y oportuna para guiar sus 

procesos de toma de decisiones. La estratificación del 

riesgo a largo plazo en la población general es 

especialmente difícil en el contexto de las enfermedades 

cardiovasculares debido a que se buscan indicios 

preclínicos, muy sutiles y, a menudo, a la disponibilidad 

limitada de datos longitudinales etiquetados de forma 

exhaustiva que abarquen muchos años. Nuestra 

investigación sobre estas técnicas avanzadas de 

aprendizaje profundo representa un paso adelante para 

abordar este problema, que podría permitir la 

identificación más temprana de las personas en riesgo y 

facilitar estrategias preventivas más proactivas y 

personalizadas. 

4.1. Limitaciones y trabajo futuro 

La validación de la metodología únicamente en el 

Biobanco del Reino Unido limita su generalización a 

poblaciones más amplias debido a posibles sesgos 

demográficos y de prevalencia; se necesitan pruebas 

adicionales para validar este modelo. Además, la 

arquitectura 2D-CNN se adaptó a partir de una red 

optimizada en 1D, por lo que puede que no sea óptima para 

procesar una matriz, lo que sugiere la posibilidad de 

mejorar aún más el rendimiento con diseños y 

optimizaciones de redes 2D específicas. 

La metodología propuesta ofrece la oportunidad de 

predecir diversos criterios de valoración cardiovasculares 

más allá del IM. Este enfoque podría aplicarse para 

identificar patrones en los ECG indicativos de arritmias, 

insuficiencia cardíaca u otras afecciones. 
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